
8. ULUSAL HAVACILIK VE UZAY KONFERANSI UHUK-2022-054
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ÖZET

Bu çalışmanın amacı fizikle öğrenen yapay sinir ağları ile sıkıştırılabilir Euler denklemlerinin
çözümlerinin elde edilebildiğini ve süreksizliklerin yakalanabildiğini göstermektir. Öncül bir
çalışma olarak bir boyutlu zamana bağlı bir problemde oluşan şokun ilerleyişi tahmin edilmiştir.
Hesaplamalar TensorFlow paketi ve içerdiği otomatik türev alabilme özelliğiyle yapılmıştır.
Sinir ağları akışın hızı, basıncı ve yoğunluğunu tahmin etmekte kullanılmıştır ve yoğunlukta
oluşan süreksizliği doğru bir şekilde yakalayabilmiştir.

GİRİŞ

Kısmi diferansiyel denklemlerinin çözümleri mühendislik çalışmalarında önemli bir yer
oluşturmaktadır. Son dönemlerde, bu denklem sistemlerinin çözümünde makine öğrenmesi
yöntemleri, geleneksel nümerik çözümlerin yanı sıra kullanılmaya baslamıştır [Raissi vd., 2017a,b].
Raissi ve ark. tarafından [Raissi vd., 2019] fizikle öğrenen yapay sinir ağlarının tanıtılmasıyla, ileri
(forward) ve ters (inverse) problemlerin çözümüne farklı bir yaklaşım gelişmiştir. Bu sinir ağları,
herhangi bir geometrik ağ yapısına ihtiyaç duymadan, otomatik türevlenme [Baydin vd., 2017]
kullanarak, diferansiyel denklemlerin artıklarını hata fonksiyonuna ekleyerek minimize etmeye
çalışmakta olup, yaygın bir şekilde akış ve ısı transferi uygulamalarında kullanılmaya başlanmış
[Rao, Sun ve Liu , 2020; Jin vd., 2021; Cai vd., 2022, 2021] ve bu yöntem kullanılarak bazı
yazılımlar geliştirilmiştir [Hennigh vd., 2021; Lu vd., 2021; Zubov vd., 2021; Koryagin vd., 2019;
Chen vd., 2020].

Bu çalışmada fizikle öğrenen yapay sinir ağları sıkıştırılabilir Euler denklemlerinin çözümü için
uygulanmıştır. Öncül bir çalışma olarak bir boyutlu ve zamana bağlı bir şokun ilerleyişi
incelenmiştir. Çözüm için oluşturulan hesaplama alanının ve yapay sinir ağlarının detayları
sunulmuş, elde edilen sonuçlar gerçek çözümlerle kıyaslanmıştır.
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YÖNTEM

Fizikle Öğrenen Yapay Sinir Ağları

Aşağıdaki gösterilen genel bir kısmi diferansiyel denklemi düşünelim.

ut +N [u] = 0, x ∈ Ω, t ∈ [0, T ] (1a)

u(x, 0) = f(x), x ∈ Ω (1b)

u(x, t) = g(x, t), x ∈ ∂Ω, t ∈ [0, T ] (1c)

N doğrusal veya doğrusal olmayan bir genelleştirilmiş diferansiyel operatör, x ∈ Rd ve t uzaysal ve
zamansal koordinatlardır. Ω ve ∂Ω sırasıyla hesaplama alanını ve sınırları temsil eder. u(x, t)
diferansiyel denklem çözümünü, f(x) başlangıç koşulunu, g(x, t) ise sınır şartlarını temsil eder.

Kısmi diferansiyel denklemin çözümü tam bağlantılı bir sinir ağı ile tahmin edilebilir. Fizikle
öğrenen yapay sinir ağları [Raissi vd., 2019], uzaysal ve zamansal koordinatları girdi olarak aldıktan
sonra saklı katmanlardan geçirerek bir çözüm ortaya çıkarır. Bu saklı katmanlar bir önceki
katmandaki değişkenleri girdi olarak alıp doğrusal olmayan bir aktivasyon fonksiyonu ile bir sonraki
saklı katmanın girdisi için bir çıktı üretir. Bu aktivasyon fonksiyonu σ(·):

yj = σ(ωi,jxj + bj) (2)

ωi,j ve bj sırasıyla ağırlık ve bias değerlerini göstermektedir ve eğitilebilir parametrelerdir. Bu
parametreler kompozit bir hata fonksiyonunu minimuma indirgemek için değiştirilir. Bu hata
fonksiyonu,

L = ωDLD + ωRLR + ωBCLBC + ωICLIC , (3)

şeklinde yazılabilir. Her bir hata terimi genelde hataların karelerinin ortalaması alınarak yazılabilir:

LD =
1

ND

ND∑
i=1

|u(xi, ti)− ui|2 (4a)

LR =
1

NR

NR∑
i=1

|ut +N [u(xi, ti)]|2 (4b)

LBC =
1

NBC

NBC∑
i=1

|u(xi, ti)− g(xi, ti)|2 (4c)

LIC =
1

NIC

IBC∑
i=1

|u(xi, 0)− f(xi)|2. (4d)

Bu hata terimindeki yüksek doğruluktaki veriden sapma hatası (LD), sınır şartları hatası (LBC) ve
başlangıç koşulu hatasının (LIC) yanı sıra kısmi diferansiyel denklemin artık değerinin de (LR)
sıfıra yaklaşması istenir. Bunun için gerekli türev alma ise otomatik türevlendirmeyle yapılır [Baydin
vd., 2017]. TensorFlow [Abadi vd., 2016] ve PyTorch [Paszke vd., 2019] gibi derin öğrenme
paketlerinde bu özellik hazır olarak bulunmaktadır.ND, NR, NBC ve NIC farklı kayıp terimleri için
kullanılan nokta sayısını, ωD, ωR, ωBC ve ωIC ise bu hata terimlerinin toplam hata
fonksiyonlarındaki ağırlıklarını belirtmektedir.

Euler Denklemleri

Sıkıştırılabilir ve viskoz olmayan akışta kütle, momentum ve enerji korunumu Euler denklemleri ile
modellenebilir. Bu denklemler şu şekilde yazılabilir:

∂tU +∇ · f(U) = 0, x ∈ Ω ⊂ R, t ∈ [0, T ] (5)
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Buradaki terimler ise

U =

 ρ
ρu
ρE

 , f(U) =

 ρu
ρu2 + p

u(ρE + p)


şeklinde gösterilir. ρ yoğunluğu, u bir boyuttaki hızı, p basıncı ve E toplam enerjiyi temsil
etmektedir. Bunlar haricinde bir de hal denklemine ihtiyaç duyulmaktadır. Bu denklem ise

p = (γ − 1)

(
ρE − 1

2
ρu2

)
şeklinde gösterilir. Hava için γ = 1.4 olarak alınabilir.

t

x

HATA

Şekil 1: Fizikle Öğrenen Yapay Sinir Ağlarının Şematiği

Şekil 1’de görüldüğü gibi fizikle öğrenen yapay sinir ağları uzaysal ve zamansal koordinatları girdi
olarak aldıktan sonra saklı katmanlardan geçirerek sıkıştırılabilir Euler denklemleri için gerekli olan
yoğunluk (ρ), hız (u) ve enerji (E) terimlerini tahmin eder. Bu değişkenleri sınır şartlarında ve
başlangıç koşulunda yerlerine koyarak oradaki kayıpları hesaplamasının ardından türevlerini
otomatik türevlenebilme ile alarak sıkıştırılabilir Euler denklemlerini sağlaması için yerlerine koyar.
Toplam hata fonksiyonu bu hataların toplamından oluşur ve bu hata gerekli optimizasyon
algoritmaları ile sıfıra yaklaştırılmaya çalışılır. Yeterli bir toleransa ulaşıldığında sonuç elde edilir.

UYGULAMALAR VE DEĞERLENDİRME

Bu çalışmada bir boyutlu zamana bağlı Euler denklemleri fizikle öğrenen yapay sinir ağları ile
çözülmüştür. Hesaplama alanı [0, 1] arasındadır ve başlangıç şartı olarak x = 0.5 noktasında bir şok
yer almaktadır. Şokun sol ve sağ tarafındaki başlangıç değerleri ise

(ρL, uL, pL) = (1.4, 0.1, 1.0), (ρR, uR, pR) = (1.0, 0.1, 1.0)

olarak belirtilmiştir. Gerçek çözümdeki değerler Dirichlet sınır şartı olarak kullanılmıştır. Gerçek
çözüm

ρ(x, t) =

{
1.4 x < 0.5 + 0.1t,

1.0 x > 0.5 + 0.1t,
u(x, t) = 0.1, p(x, t) = 1.0

şeklinde verilmiştir.
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Yapay sinir ağlarının eğitim aşaması için sınırlarda 60’ar sınır noktası, 60 başlangıç noktası ve 1000
hesaplama alanı içinde yer alan nokta, latin hiperküp örneklemesi ile seçilmiştir. Ayrıca farklı bir
hesaplamada yapay sinir ağına gerçek çözümlerden 150 değer de eklenmiştir. Bu seçim Şekil 2’de
görülmektedir ve mor renkle belirtilen noktalar gerçek değerlerin rastgele bir şekilde seçilmesiyle
elde edilmiştir. Ağ yapısında 4 saklı katman ve her saklı katmanda 40 sinir hücresi yer almaktadır.
Optimal parametrelerin hesaplanması için Adam [Kingma ve Ba, 2017] yönteminin 0.001 öğrenme
oranı ve 20000 yinelemeyle kullanılmasının ardından BFGS (Broyden–Fletcher–Goldfarb–Shanno)
yöntemi kullanılmıştır. Aktivasyon fonksiyonu olarak tanh fonksiyonu kullanılmıştır. Çözücü Python
üzerinde, TensorFlow paketi kullanılarak geliştirilmiştir.
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Şekil 2: Hesaplama alanının oluşturulması

Eğitim aşamasından sonra 500× 500 noktalık bir alanda tahmin gerçekleştirilmiştir. Şekil 3’te
görüldüğü gibi şokun ilerleyişi ve yeri doğru bir şekilde tahmin edilebilmiştir.
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Şekil 3: 1 Boyutlu şokun ilerleyişinin yapay sinir ağıyla tahmini

Eğitim aşamasının ardından yapılan tahminlerde yoğunluk, hız ve basınç değerleri elde edilmiştir.
Şekil 4 yapılan tahminlerin t = 2.0s zamanında gerçek çözümlerle olan karşılaştırılmasını
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göstermektedir. Sağ tarafta yer alan şekil 150 gerçek çözümle birlikte eğitilen sinir ağıyla yapılan
tahmini göstermektedir. Yoğunluk fonksiyonunda kontak süreksizliği yer almasından dolayı yapay
sinir ağları bu fonksiyonu tahmin etmekte hız ve basınç fonksiyonuna kıyasla daha az başarılı
olabilmektedir. Yapay sinir ağlarına gerçek çözümün eklenmesi ise bu başarı oranını artırmaktadır.
Şekil 5’te görüldüğü gibi hız ve basınç değerlerindeki hatalar çok daha küçüktür. Şeklin alt
kısmında görüldüğü gibi gerçek verinin eklenmesi ise bu hataları iyice azaltmaktadır.
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Şekil 4: Yoğunluk, hız ve basınç değerlerinin tahminlerinin t = 2.0s zamanında gerçek çözümlerle
kıyaslanması.

Şekil 5: PINN çözümlerinin gerçek çözümlerle olan farkları. Üst sıradaki şekiller herhangi bir
veri olmadan alınan çözümlerin hatası, alt sıradaki şekiller ise 150 verinin verilmesiyle elde edilen
sonucun hatasıdır.
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SONUÇ

Bu çalışmada fizikle öğrenen yapay sinir ağlarının sıkıştılabilir Euler denklemlerinin çözümünde nasıl
kullanılabileceği anlatılmıştır. Bir boyutlu zamana bağlı bir problemin çözümü bu ağların kullanımı
için öncül bir çalışma olarak ele alınmıştır.Oluşan sonuçlarda, yoğunlukta oluşan süreksizliğin
yakalanabildiği gözlemlenmiştir. Hız ve basınç fonksiyonları ise sürekli fonksiyonlar olduğundan
bunlar için yapılan tahminlerdeki başarı daha yüksektir. Bu tahminin doğruluğunu artırmak için
rastgele gerçek çözümlerin seçilmesi ve bu noktalardaki hesaplamanın bu değerlerle kıyaslanması
denenmiştir. Yapay sinir ağlarının hata fonksiyonuna eklenen bu fazladan hata terimi tahminlerin
doğruluğunu artırmış, kontak süreksizliğinin daha keskin bir şekilde yakalanması sağlanmıştır.
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